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Relationship b/w RLHF and InstructGPT

RLHF(2017): 인간의 선호도(Human Preference)에 맞게 agent model의 행동을 align하도록 만드는
강화학습(Reinforcement Learning) 기법

: GPT-3는 헛소리를 많이 해… 효과적으로 줄일 수 있는 방법 없을까?

→ RLFH를 GPT-3에 적용하여 인간이 원하는 답변을 하도록 align

→ Language Models와는 상관없이, 전통적인 강화학습 기법
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Reinforcement Learning?

→ Agent가 Environment상에서 시행착오를 겪으면서,
점점 Reward를 최대화하는 방향으로
Action을 취하는 방법(Policy)을 스스로 배움.

    즉, iterative Action→Reward→Learning 구조

장점: 1) Labeling 없이 학습 가능
2) 인간을 뛰어넘는 성능 / 창의적인 해결 방법을 가지게 될 수도 있음 (e.g. 알파고)

단점: 1) 많은 시간&연산 비용
→ 시행착오를 통한 episode 데이터가 많이 필요, 초기 학습이 불안정

2) Reward 설계가 어려움
→ Environment에 대한 인간의 이해와 설계가 필요
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Fatal Flaws of Reinforcement Learning

Environment와 Reward 시스템에 대한 인간의 이해가 필요

But, 실제 세계의 복잡한 task에서는 각 State와 Reward를
정확히 정의하기가 어려움.

(e.g. 로봇이 계란 스크램블을 요리하게 만들고 싶을 때)

→ 정의가 정확하지 못하면, 우리의 의도와는 다른 행동으로
Reward만 최대화하는 행동을 배우게 됨. (Reward Hacking)

Reward system에 대한 이해가 필요 없이, 우리가 바라는 대로 Agent가 동작하게 할 수는 없을까?
→ RLHF
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RLHF: Overview

• Key Idea

각 Observation에 따라 Reward를 예측하는 모델을 따로 만들자!
→ Reward predictor는 인간의 feedback을 따라 학습
→ Agent는 predictor가 제시해주는 Reward 값을 최대화하는 방향으로

행동하도록 policy 학습

• 고려할 점

인간 feedback 데이터는 만들기 쉬워야 하며, 납득할만한 양으로 학습 가능해야 한다. (cost issue)
→ Agent의 서로 다른 output을 비교하는 방식의 데이터 수집을 채택

→ 점수/순위 매기기보다 더 빠르고 labeling에 직관적인 방법
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RLHF: Setting

• Trajectory segment:

: observation

: action

• Reward function 

→ Trajectory segment의 각 timestep에서의 reward 합이 다른 trajectory segment의 것보다 클 때,
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RLHF: Overall System

Reward 
Model 
학습

(1)
(2)

(3)

• Reward Model은 Human Comparison 데이터에 지도학습

• Agent의 policy는 학습중인 Reward Model에 맞추어

전통적인 강화학습을 진행

• 각 (1), (2), (3)이 iteratively 진행

→ 점점 더 정확한 reward function으로
점점 더 선호되는 행동을 하도록 수렴하는 구조

초기 Reward Model이 불안정하여 Policy가 제대로 업데이트 되지 않을 수도 있음.

→ Reward function 변화에 강건한 Gradient Policy 계열의 방법 사용
→ Atari 게임에는 Advanced Actor Critic (A2C),

로봇 시뮬레이션에는 Trust Region Policy Optimization (TRPO) 사용

Segment pair 샘플링
여러

Trajectory
생성

Human
Comparison
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RLHF: Human Comparison

두 개의 다른 trajectory segment를 짧은 video clip 형태(1~2초)로 사람에게 보여줌.

각 Comparison data는 의 형태로 database 에 저장

𝜇: segment set {1, 2}에 대한 선호도 분포

e.g.)
Prefer 1: 𝜇 = [1, 0]
Prefer 2: 𝜇 = [0, 1]
Equally preferable: 𝜇 = [0.5, 0.5]
Incomparable: not included into 
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RLHF: Training Reward Model

→ Trajectory segment의 각 timestep에서의 예측되는 reward의 합을 구한 뒤,
segment 1과 segment 2에 대해 Softmax를 적용

• Reward Model이 Trajectory segment 1을 선호할 확률

• Cross-Entropy Loss

→ 실제 인간의 label 𝜇를 따라가도록 prediction model Ƹ𝑟을 학습

결과적으로 Reward Model은 인간의 선호도를 반영하는 모델이 됨
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RLHF: Training Reward Model

• 앙상블 기법 적용

→ 여러 reward predictor Ƹ𝑟 를 조금씩 다른 데이터셋으로 학습 (    에서 |    |개의 데이터 복원추출)

→ 같은 input observation에 대한 Ƹ𝑟의 결과값을 각각 normalization 한 다음 평균

• 선호도 라벨링에 10% 오차 적용

→인간의 라벨링 실수 가능성 고려

→10%는 random하게 선택한 결과를 사용

→ ෠𝑃𝑓𝑖𝑛𝑎𝑙 𝜎
1 ≻ 𝜎2 = 0.9 × ෠𝑃𝑠𝑜𝑓𝑡𝑚𝑎𝑥 𝜎1 ≻ 𝜎2 + 0.1 ×

1

2

• 의미있는 데이터 샘플링

→ Ƹ𝑟을 학습시킬 데이터 생성을 위해서는 효율적인 data sampling이 필요

→ Ƹ𝑟이 불확실해하는 부분을 물어보는 것이 의미있음

→ Ƹ𝑟의 output의 분산이 큰 데이터만 sampling하여 사람에게 labeling

𝜎

RM RM RM

Norm Norm Norm

[ Ƹ𝑟0, Ƹ𝑟1, … , Ƹ𝑟𝑘−1]
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RLHF: Evaluation - backgrounds

• Comparison labelers 고용
→ Task에 대한 1~2문장의 설명을 주고, 수백~수천개의 trajectory segment pairs를 비교하게 함

→ Query 하나 당 평균적으로 3~5초, task 하나 당 30분 ~ 5시간의 human labeling 시간 소요.

• 8개의 로봇 task와 7개의 Atari 게임상에서 성능 평가

→ 시뮬레이션 상에서 사전에 설계된 reward system이 있어 다른 방법과 평가 비교 가능

• Agent policy를 학습하기 위한 reward system으로, 다음 두 baseline을 함께 평가

→ (1) 시뮬레이션과 게임 상에 미리 셋팅된 실제 reward 값으로 바로 policy 학습

→ (2) 실제 reward 값 기반으로 구한 정확한 preference 𝜇로 reward model Ƹ𝑟과 policy를 학습 (Synthetic Oracle)

→ (1)을 통해 Reward Modeling 방법론의 유효성 검증

→ (2)를 통해 실제 reward값 기반 vs 인간 피드백 기반 Reward Model 성능 비교

→ RLHF의 결과가 (1)과 (2)를 넘어설 필요는 없음. 실제 Reward system을 모르는 채로 비슷한 성능을
이끌었다는 데에 의의
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RLHF: Evaluation – Robot tasks

• Synthetic oracle이 preference를 선택할 때,

700개의 query로 기존 RL방식과 비슷,
1400개의 query로 기존 RL을 넘어섬

• 인간이 preference를 선택할 때,

기존 RL방식보다 약간 떨어지는 성능
but, 더 나은 결과를 보이는 task도 존재

• 기존 RL방식과 달리,

trajectory segment를 비교하여
reward model을 학습시키는 방식은
실제 reward를 얻기 위한
중간 과정의 행동에도  보상을 주는 효과
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RLHF: Evaluation – Atari games

• Short video clip으로는 무엇이 좋은

행동인지 판단하기 어려운 경우에
학습에 어려움이 존재
→ Discrete action space와 reward의

환경에서 판단하기에는 짧은 길이

• Enduro의 경우, 초기 policy로

random exploration을 할 때
reward까지 도달하는 데에 어려움이 존재

• 기존 RL방식과 달리,

trajectory segment를 비교하여
reward model을 학습시키는 방식은
실제 reward를 얻기 위한
중간 과정의 행동에도  보상을 주는 효과
→ Continuous action space와 reward에서 유리,

초기 policy 방향 설정에 도움
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RLHF: New behaviors

• 기존 RL 방식은 미리 설계된 Environment에서 reward를 극대화하는 방향으로 policy 학습

→ 어느정도 기대하는 방향의 action은 있으나, 원하는 행동을 하도록 Control하지는 못함

• RLHF는 사용자가 Agent가 하기를 원하는 행동에 preference를 더 줌으로써 새로운 행동을 학습하게 할 수 있음.

영상 링크

https://drive.google.com/drive/folders/0BwcFziBYuA8RM2NTdllSNVNTWTg?resourcekey=0-w4PuSuFvi3odgQXdBDPQ0g
https://drive.google.com/drive/folders/0BwcFziBYuA8RM2NTdllSNVNTWTg?resourcekey=0-w4PuSuFvi3odgQXdBDPQ0g
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RLHF: Ablation Studies

• Robotic tasks

- Target: reward model을 실제 reward에MSE로 학습

- No online queries: 맨 처음에 모은 trajectory로만 학습

- No segment: 단일 프레임끼리 비교

- Random queries: trajectory segments를 랜덤 샘플링

- No ensemble: 하나의 reward model만 사용
(+ Random queries)

- No Regularization: L2 regularization 없이 학습
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RLHF: Ablation Studies

• Robotic tasks • Atari games

→ Random queries와 No ensemble은 기존 RLHF방법과 큰 차이는 X
→ No segment는 Comparison data에 어느정도 context가 필요함을 시사함
→ No online queries는 초기 학습 이후 헤메이는 모습

(e.g. pong에서 점수를 잃지 않는 방법은 배웠으나, 점수를 얻는 방법은 배우지 못함)

→ Continuous control이 필요한 robotic task에서는 reward를 직접 예측하는 것보다,

비교방법을 통해 reward의 차이를 반영하는 것이 더 효과적
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RLHF: Contribution of Research

• Reward system을 모르는 상태에서도 Agent 학습이 가능하다

• 납득가능한 데이터 라벨링 수량으로 인간이 원하는 동작을 하게끔 조절할 수 있다

→ 물론, 초기 comparison pair에 아예 관련 없는 행동만 보이면 불가능

• Agent 학습에 더 직관적인 Human-Computer Interface 제공 (비전문가도 참여 가능)

• 복잡한 environment와 task에 적용 가능하다

• 새로운 행동을 하게끔 만들 수도 있음
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InstructGPT: Background

기존 GPT-3: 인터넷 text 자료들로 next token generation을 학습
→ 어떻게 말해야 자연스러운 지는 알지만, 유저의 의도와는 맞지 않는 말을 함

→ 어떤 방향으로 답변을 하게 될 지 예측이 불가능함

→ InstructGPT는 답변을 user의 의도와 align하기 위해서, 인간의 피드백을 반영하는 RLHF를 채택
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InstructGPT: Definition of Alignment

• 세 가지 축을 기준으로 정의 (Askell et al(2021)의 기준을 차용)

→ Helpful (답변이 task 해결에 기여하는지)
→ Honest (진실된 답변을 얘기하는지 / Hallucination)
→ Harmless (물리적, 심리적, 사회적으로 피해를 끼칠 수 있는지 / 특정 집단에 편향된 답변인지)

→ 기존 GPT-3는 모델 사이즈를 크게 키워도 위 요소들에 align되지 못함.
즉, 모델의 언어 이해/표현력을 키우는 것 이외에 답변 방향을 학습시키는 방법이 필요
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InstructGPT: Pipeline

Step1.
(프롬프트 – 답변) demonstration 쌍을
직접 만들어 기존 GPT-3를 SFT
→ labeler가 원하는 방향으로 답변을 하도록

직접적으로 지도학습
→ FLAN, LIMA와 비슷한 학습 포맷

but , 데이터와 목적이 다름

Step2.
SFT 모델의 output으로 인간 labeler가
comparison 데이터 생성, Reward Model 학습

Step3.
SFT 모델에 RLHF 적용
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InstructGPT: Step 2. Reward Model

SFT 모델의 마지막 layer를 제거, reward값을 예측하는 layer를 이어붙인 후 학습
→ SFT 모델과 비슷한 언어 이해력(pre-trained knowledge)을 기반으로 reward를 예측할 수 있음

• 같은 input에 대해 𝐾=4~9개의 output을 뽑아낸 다음,
𝐾
2

개의 pair를 만들어 Comparison data 생성

→ 선호되는 답변의 reward가 더 크게 예측되도록
reward model을 학습

𝑥: input prompt
𝑦𝑤, 𝑦𝑙 : 선호되는 / 선호되지 않는 답변

Transformer Layer

Softmax

Projection Layer

• • •

N ×
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InstructGPT: Step 3. RLHF

각 episode의 Trajectory segment를 비교하는 대신, 단일 output끼리 비교

• 다음 요소들을 고려하여 학습
→ Reward를 최대화하는 방향으로 동작하되
→ SFT의 답변 방식에서 많이 벗어나지 않고 (per-token KL-Divergence term)
→ Public NLP task 평가지표를 유지하기 위해 pre-training gradient를 추가 

Reward KL-Divergence

Log-likelihood
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InstructGPT: Dataset

40명의 labelers를 고용하여 training dataset 작업 진행

Prompts: OpenAI API (e.g. GPT-3, Playground 등)의 input으로 들어온 실제 사용자의 프롬프트
+ labeler들이 작성한 instruction 형태의 프롬프트

• SFT dataset
→ GPT-3를 SFT모델로

튜닝하는 데에 사용

→ Labeler가 직접 작성한 
답변 demonstration을 
포함

→ 13k training prompts 
(from API + labeler-
written)

• RM dataset
→ SFT 모델의 output을 기반

으로 Reward Model을
학습하는 데에 사용

→ Labeler가 각 프롬프트 당
𝐾
2

개의 comparison data

를 생성

→ 33k training prompts 
(from API + labeler-
written)

• PPO dataset
→ SFT 모델에 RLHF fine-

tuning 하는 데에 사용

→ Only prompts

→ 31k training prompts 
(only from API)
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InstructGPT: Dataset details

• API prompts의 task 분포 • 실제 API prompt를 개인정보 제거, 더 부드러운 형태로 재구성

• 데이터셋의 prompt 구성

→ 대부분
Generation task

→ SFT에서는 labeler data 중심으로,

RM과 PPO 단계에서는 API data 중심으로
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InstructGPT: Dataset details

• 96%가 영어로 작성됨

• API로 모은 prompt들은 사용자의 의도가 모호할 수도 있음

→ 명시적 요청, few-shot 이외에도 다양한 유형의 프롬프트 존재 (e.g. 이야기의 앞 부분을 프롬프트로 준 경우)

→ 경우에 따라 답변의 진실성, 잠재적 유해성(e.g. biased or toxic)의 의도가 존재할 수도

→ 가이드라인에 따라 판단하되, 나머지는 labeler의 판단에 따라 데이터에 포함하거나 skip

• Labeler 선정

→ 다양한 집단에 대한 이해력, 잠재적 위험 감지력이 뛰어난 사람들을 test를 통해 선별

→ 집단에 대한 일반화를 위해, 평가만 진행하는 held-out labelers 추가 고용
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InstructGPT: Evaluation – What “alignment” means

Askell et al(2021)의 기준을 차용: Helpful, Honest, Harmless
→ How to measure?

• Helpfulness
→ 프롬프트 생성자(user) ≠ labeler,

Labeler가 프롬프트를 보고 의도를 파악하여 평가하지만,
     실제 user의 의도와 달라 오차가 발생할 수도 있음

• Honesty
→ 측정하기 어려워, 대신 truthfulness 측정
→ Closed-domain task (e.g. 요약, QA)에서 hallucination 확인
→ TruthfulQA benchmark 사용

• Harmless
→ 답변이 유해한지는 맥락에 따라 달라짐 (e.g. toxicity detection model 데이터 증강)
→ 기준이 되는 맥락 (고객 응대 상황을 가정, 특정 집단 비하 여부, 성적/폭력적 내용 포함여부)을 설정하여 평가
→ Bias와 toxicity 측정 benchmark 사용 (RealToxicityPrompts, CrowS-Pairs)

각 모델의 (1)“인간의 답변 선호도”와 함께, “Helpfulness, Honesty, Harmlessness” 또한 함께 평가됨
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InstructGPT: Results – API datasets

• SFT 모델과 비교하여 선호되는 답변을 만들어내는 비율

• Instruction 형태의 prompt가 거의 없는GPT distribution에서조차

PPO가 선호되는 답변을 더 자주 생성

• Held out labelers 평가에서도 PPO가 더 선호됨

→ 집단에 따른 일반화 가능성 시사
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InstructGPT: Results – API datasets

• Results of Metadata

→ GPT-3보다 의도를 잘 따르고 Hallucination이 적음 

• 답변 만족도 조사

GPT-3, FLAN과 T0로 instruction tuning한 모델과 비교
→ Public NLP dataset은 실제 API user의 prompt 분포와 다름
→ FLAN, T0는 더 적은 프롬프트 다양성 & task 분포 차이 존재
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InstructGPT: Results – public NLP datasets

→ PPO가 맞는 얘기만 하는 비율이 조금 개선됨

→ 모르는 것은 ＂모른다”라고 하라는 지시를 내렸을 때,
크게 개선됨을 보임

→ GPT-3는 모르는 것을 모른다고 하는 능력이 떨어짐

→ 전체적으로 개선된 Hallucination

→ 맞는 얘기를 하게 만들기 위해서는,
추가적인 기술(e.g. RAG…)이 필요

• Truthful QA 데이터셋 평가 결과

- Color bar: 맞는 얘기만 하는 비율
- Gray bar: 맞는 얘기를 하는 비율 + 모른다고 하는 비율

(i.e. 거짓정보를 주지 않는 비율)
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InstructGPT: Results – public NLP datasets

• Toxicity 평가 결과

→ 덜 유해한 답변을 생성해달라는 프롬프트 혹은
더 유해한 답변을 생성해달라는 프롬프트를 넣었을 때,
InstructGPT는 각각 덜 유해한, 더 유해한 답변을 내놓음

→ 지시를 더 잘 따르는 방향으로 답변을 하게 됨

→ Reward Model 학습 시, Helpfulness를 기준으로
Comparison data를 만들었던 점이 원인으로 추정
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InstructGPT: Results – public NLP datasets

• Zero-shot benchmark • Few-shot benchmark

→ Pre-training objective를 추가하여
기존 public NLP dataset에서의
성능 하락을 조금이나마
방지할 수 있었음.



32

InstructGPT: Results – Qualitative

• RLHF finetuning input 분포 외의 데이터로 일반화
→ Finetuning 데이터에 거의 없었던

non-English prompt 혹은 코딩 관련 task 또한
instruction을 잘 따르는 모습

→ 인간의 지시를 따르는 답변을 내놓는
일반적인 방법을 학습한 것으로 추정

→ 일부 non-English prompt에 대해서는 영어로 답변을
하는 등 실수가 남아있기도 함
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InstructGPT: Results – Qualitative

• InstructGPT는 아직 실수를 한다.

e.g.)
- 잘못된 전제를 진짜인 것으로 가정
- 단순한 질문에 심하게 얼버무리기

• GPT-3는 잘못된 답을 자신있게 말하는 반면,

InstructGPT는 불확실성에 대비해
확실한 답만 자신있게 말함.

→ 답변의 위험을 회피하고, 보수적으로 대답
→ Labeler들이 보수적인 답변을 선호하는 방향으로

Comparison하면서 이러한 경향이 나타난 것으로 추정
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InstructGPT: Results

<Improvements>

•  모델 크기를 키우지 않으면서 실제 user prompt에 대해 alignment 문제를 개선했으며

• “지시를 따르는 일반적인 답변 방법＂을 배워 학습때 거의 보지 못한 prompt에도 잘 적응했고,

•  그러면서도 기존 NLP benchmark 성능의 하락을 최소화했다

• 전체적으로, GPT-3보다 훨씬 더 선호되는 답변을 만들어내며, 모르는 건 모른다고 말할 수 있으나

<Limitation>

• 때로는 더 toxic한 답변을 만들어내기도 하고, 보수적인 답변을 하여 명확한 답변을 못하기도 한다

• Hallucination을 줄이고 실수를 줄이기 위해서는 추가적인 기법이 필요하다
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InstructGPT: Discussion

Q: Language Model이 “누구에게” align 되어야 하는가?

→ Language Model을 사용하는 사람들은 각자의 집단, 배경에 가진 사람들이 각자의 목적으로 사용함.
But, 모두의 목적과 이해를 반영하여 하나의 Language Model을 만드는 것은 아주 어려운 일

InstructGPT의 경우엔
→ Labeler들은 미국 / 동남아 국적의 영어권 사람들로, 이들이 생성한 data로 학습시킨 모델은

그들의 생각과 배경에 편중되어 있을 가능성이 있음.
Labeler 간의 Comparison이 73%만 일치하며, 이들 간의 선호도조차 차이가 존재함.

→ InstructGPT는 user의 입장에서 선호하는 답변을 제시하지만,
API를 구매하는 사업자의 입장에서 원하는 방향은 아닐 수도 있음.

→ OpenAI API를 사용한 초기 사업자들은 관련 Network에 속하는 사람(e.g. OpenAI 직원)들로,
수집한 Prompt dataset이  이들의 Network 안에서 편중되었을 가능성

→ 전체적으로 모든 인류의 생각과 가치를 대표하지 않음

결국엔 각각의 기관에서 사용자 대상과 목적에 따라 각각 align이 된 Language model을 사용하는 것이 나음. 
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InstructGPT: Discussion

Q: Comparison이 align을 위한 최선의 방법인가?

InstructGPT의 경우, 무엇이 더 선호되는 행동인지는 알지만 “왜“인지는 모름

→ 더 선호되는 이유, 더 기피되는 이유를 labeler가 자연어로 입력할 수 있다면,
더욱 인간의 생각과 가치에 align이 된 모델을 만들 수도 있음

→ 개선되지 못한 toxicity와 bias 문제를 해결할 수도 있는 가능성
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Q & A
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