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Appearance of CoT



LLM의 원리

거대 언어 모델(LLM)은 기본적으로 
다음에 올 확률이 높은 단어를 예측

단순한 질문에는 강하지만, 수학 문제나 
논리적 추론이 필요한 질문에서는 
단번에 정답을 맞히기 어려워하는 
경우가 많음



LLM’s Achilles tendon

LLM이 규모를 키우면서 많은 발전. but, 여전히 해결하지 못한 아킬레스건 존재

현상 : 모델이 커지면 성능과 샘플 효율성은 좋아지지만, 산술(Arithmetic), 상식
(Commonsense), 기호 추론(Symbolic Reasoning) 같은 복잡한 추론 과제에서는 
단순히 모델 크기만 키우는 것이 정답이 아님.

결론 : 모델 안에 지식은 많으나, 그 지식을 논리적으로 연결해 결론을 도출하는 
추론 능력은 여전히 잠겨있는 상태



Motivation

첫째, Rationale(근거)의 힘: 인간은 수학 문제를 풀 때 자연어로 된 중간 과정을 
거치면 훨씬 잘 품. 과거에는 이를 위해 모델을 새로 학습시켜야 해서 비용이 너무 
컸음.

둘째, Few-shot Prompting의 발견: GPT-3처럼 예시만 몇 개 주면 모델이 새로운 
작업을 수행할 수 있다는 점에 주목.

그렇다면, 예시에 풀이 과정을 포함해서 프롬프팅 (Few-shot)을 하면 
모델이 추론을 따라 하지 않을까?



Paper Review





1. Introduction Few-Shot Prompting

Task description + Examples of demonstrations = No model update



2. Manual CoT Method
Chain of Thought



2. Manual CoT Experiment Setting

● Evaluation Benchmark

○ Arithmetic inference: math word problems benchmarks such as GSM8K, SVAMP, ASDiv, 

AQuA, MAWPS, etc.

○ Common sense inference: CSQA, StrategyQA, Date Understanding, Sports Understanding, 

SayCan (Robot Instruction Mapping) benchmark.

○ Symbolic inference: last letter concatenation, coin flip tracking, et al. toytask.

● Models used: GPT-3 (text-ada-001 to text-davinci-002), LaMDA (422M to 137B), PaLM (8B 

to 540B), UL220B, Codex.



2. Manual CoT Experiment Setting

● Dataset별 8개의 Manual CoT Prompt를 구축하고 실험 진행

● Manual하게 작성되었지만 CoT Prompt annotator에게 Specific instruction이 주어지지 않음

○ Final answer를 도출할 수 있도록 Step-by-step Reasoning Process를 적어달라고 단순 요청

● Prompting은 Few-shot setting(Standard Prompting)을 기본으로 함

● 3가지 Reasoning에 대해 Final Answer는 짧은 길이의 답변으로 구성됨

○ ex) So the answer is no

○ ex) So the answer is 03/27/2001

○ ex) The answer is (b)



2. Manual CoT Experiment Setting



2. Manual CoT Results

"Chain-of-thought prompting" did not or rather impeded performance improvement in small 
models, and only showed significant performance improvement in models with parameters 
above approximately 100B.

Findings 1) Emergent Ability by Model Size

For complex problems such as GSM8K, performance is more than doubled on the largest 
GPT and PaLM models.

Findings 2) Significant performance improvements

Most "chain of thought" was also logically and mathematically accurate when the model 
gave the correct answer. Errors tended to improve with increasing model size.

Findings 3) The Importance of Natural Language Inference



2. Manual CoT Results

Findings 4) Robustness

Successful "chain of thought" prompting does not depend on a particular linguistic style. It 
was also solid in the order or number of examples.





3. Zero-Shot CoT Introduction

Remark) Few-shot CoT에서 manually task-specific CoT Prompt를 생성했는데, Simple Prompt의 효과를 보임

Conjecture) Task에 무관하게  범용으로  사용할 수 있는 Magic Trigger Prompt가 있을 것이다!
Manually 부여한  Reasoning 
Path

The Magic Sentence



3. Zero-Shot CoT Method

● Task에 무관하게  Answer에 “Let’s think step by step”을 추가하여  Reasoning path를 생성

● Pipeline은 Reasoning Extraction, Answer Extraction의 순서로 진행됨



3. Zero-Shot CoT Method

1st prompt
● Q : [X]
● A : [T]
● T : Trigger sentence

2nd prompt
● [X’], [Z], [A]
● Z : Generation output at 1st step
● A : Trigger sentence to extract answer
● SELF-AUGMENTED PROMPT



3. Zero-Shot CoT Results

● 실험  1) Reasoning Ability에 대한  성능  검증

○ Commonsense Reasoning, Symbolic Reasoning에서 유의미한  성능 향상이 관찰됨



3. Zero-Shot CoT Results

** 답변 형식에 따라 약간씩 다른 트리거 문구를 사용하였음



3. Zero-Shot CoT Results

● 실험  2) Model Type, Scale에 따른  Reasoning Ability 검증  실험

○ Model이 커질수록  Zero-shot-CoT와 Zero-shot의 성능 갭이 커짐



3. Zero-Shot CoT Results

● 실험  3) Best Template을 찾기  위한  실험

○ Zero-shot의 성능이 17.7임을 감안하면 , Misleading한 Prompt를 대입하더라도  일부 경우에서는  더 좋은 성능이 

나타남

○ 하지만 역시 Instructive한 카테고리의  Prompt를 넣을수록  우수한 성능이 나타났음





4. Auto CoT Introduction

● Manual CoT : 높은 성능이 보장되지만, 
추가적인 effort가 요구됨

● Zero-shot-CoT :  Simple하지만 성능이 
다소 아쉬움

Auto CoT : Manual CoT처럼 보장된 성능을 나타낼 수 있는 좋은 Demonstration을 Automatic하게 Generation

But, How to generate good demonstration?



4. Auto CoT Introduction

● Two Step approach with “Clustering”

Step 1)
Partition questions of given 
dataset into a few clusters.

Step 2)
Select a representative 
question from each cluster
&
generate its reading chain 
using Zero-Shot-CoT



4. Auto CoT Motivation

Why “Clustering”?

Manual CoT는 8개의 예시를 Prompt로 활용했음

● Retrieval-Q-CoT : 특정 질문을 기반으로  유사한 8개의 

질문을 탐색함 (S-BERT 기반, Similarity 방향 탐색)

● Random-Q-CoT : 특정 질문을 기반으로  랜덤한 8개의

질문을 탐색함 (Diversity 방향 탐색)

실험 결과, Retrieval-Q-CoT에서 조금 더 성능 개선이 이루어짐을  

확인할 수 있음. 하지만, Zero-shot에서 잘못된 추론을 하는 

비율은 높은 편으로 나타남. 

** S-BERT : 문장을 의미 기반 벡터로 변환해서  문장 간 유사도 비교/검색/클러스터링을  빠르게 할 수 있도록 만든 

모델



4. Auto CoT Motivation

● Retrieval-Q-CoT : 특정 질문을 기반으로  유사한 8개의 

질문을 탐색함 (S-BERT 기반, Similarity 방향 탐색)

● Random-Q-CoT : 특정 질문을 기반으로  랜덤한 8개의

질문을 탐색함 (Diversity 방향 탐색)

또한, Case Study에서 Retrieval-Q-CoT가 틀리는 문제는 비슷한 

유형임을  발견하였음 .

만약  Misleading Example을 하나의  Cluster에 배제시킬수  

있다면?



4. Auto CoT Motivation



4. Auto CoT Method



4. Auto CoT Method

Algorithm 1) Question Clustering
목표 : 주어진 데이터셋  Q 내의 질문들을  의미론적으로  유사한 

그룹으로  묶어 샘플링 시 다양성을  확보한다 .

1) 데이터셋  내의 질문 q에 S-BERT 모델을 사용하여  밀집 

벡터 표현으로  인코딩한다 .

2) Test question vector들은 K-means Algorithm에 입력되어 , 

생성하고자  하는 Demonstration의 종류 수인 k개만큼의  

클러스터를  생성한다 .

3) 각 클러스터  내의 질문들은  해당 클러스트의  중심(Centroid)

으로부터의  거리에 따라 오름차순으로  정렬된다 .



4. Auto CoT Method



4. Auto CoT Method

Algorithm 2) Demonstration Sampling
목표 : 각 Cluster마다 Demonstration [question, rationale, 

answer] 구축

1) k개의 모든 Cluster에 대해 정렬된 질문 목록 q를 

순회한다 . 

2) 후보 질문에 대해 프롬프트를  구성하여  LLM에 

질문한다 .

a) Q : qi , A :Let’s think step by step 

3) LLM은 추론 사슬을 생성하고 , 이 출력에서  

rationale(중간 단계)과 추출된 answer를 parsing한다.

4) 휴리스틱  셀렉션된  q,r,a가 demonstration 목록에 

넘어가고 , 알고리즘은  다음 클러스터를  탐색한다 . 만약, 

선택되지  못했다면  현재 클러스터  내 다음 q로 

이동한다 .
Rationale : 특정 답변을 만들어낼 때 생성할 수 있는 Reasoning path. 



4. Auto CoT Method

Algorithm 2) Demonstration Sampling

● 자동 생성된 demonstration의 품질이 지나치게  낮거나 

복잡한 경우를 필터링하기  위한 휴리스틱  selection이 

적용된다 .

a) q의 토큰 개수가 60개를 초과하지  않아야한다 .

b) 추론 단계 수가 5단계를 초과하지  않아야한다 .

c) rationale-answer 데이터셋에서  a가 비어있지  

않고, 생성된 rationale 안에 존재해야  한다.



4. Auto CoT Method

Auto CoT : Manual CoT처럼 보장된 성능을 나타낼 수 있는 좋은 Demonstration을 Automatic하게 Generation

But, How to generate good demonstration?

1) Demonstration을 자동으로  생성한다면  좋은 Demonstration이 어떤 것인지 알지 못하기 때문에

2) 클러스터링을  진행하고

3) Zero-shot-CoT를 통해 reasoning path를 생성한 후

4) 다시 한 번 Demonstration을 구성해서

5) 새로운 Question이 들어왔을  때도 Rationale을 잘 생성하고  Accurate한 Answer를 얻음

Revisit ) 



4. Auto CoT Result

● 대부분의  Reasoning에서  Auto-CoT의 성능이  우수했음

● 하지만  Commonsense Reasoning에서는  Few-shot의 성능에  미치지  못하였음

○ Reasoning path를 잘못  생성한  경우에  발생하는  Error propagation의 결과로  해석됨

● Auto CoT에서는  Reasoning path를 Design하는  방법이  매우  중요하며 , Task에 따라  성능이  저하될  수도  있음  





5. Self-Consistency Introduction

● Self - Consistency : 기존  CoT 프롬프팅에서  사용되는  greedy decoding 전략을  대체하는  새로운  디코딩  전략

● 여러  가지  다른  사고방식이  동일한  답변으로  이어질  때, 최종  답변에  대한  확신이  더 커진다  (다수결  투표 )



5. Self-Consistency Result

Findings 1) 

● Arithmetic Reasoning : 모든 4가지 LM에서 CoT 프롬프팅  대비 상당한 성능 향상을 보였습니다 . 모델 스케일이  커질수록  

성능 향상 폭이 더 커지는 경향을 보였습니다 . 대부분의  태스크에서  SoTA 성능을 달성

● Commonsense / Symbolic Reasoning : 유사하게 , Self-Consistency는 모든 LM에서 큰 성능 향상을 가져왔으며 , 6개 

태스크 중 5개에서 SoTA를 기록함. 특히, Out-of-Distribution (OOD) 설정의 상징 추론 태스크에서도  상당한 개선을 보임



5. Self-Consistency Result

Findings 2)

● 샘플링  경로  수의  영향

○ 더 많은 추론 경로를 샘플링할수록  더 나은 추론 정확도를  보여 추론 경로의 다양성이  중요

○ 더 많은 계산 비용을 수반한다는  한계가 있으나, 대부분의  경우 적은 수의 경로(예: 5개 또는 10개)를 샘플링하는  

것으로도  큰 이점을 얻을 수 있었음



6. Conclusion

● Chain-of-Thought를 활용하는 세 가지 방법론을 살펴봄

● Manual CoT는 Question마다 Prompting을 해야하지만, 성능이 우수함

● Zero-shot-CoT에서는 “Let’s think step by step”이라는 Magic trigger sentence를 추가함으로써 

Demonstration 을 Manually 작성하지 않아도 CoT가 가능함을 보임 

● Manual CoT와 Zero-shot-CoT가 결합된 형태인 Auto CoT는 Arithmetic과 Symbolic reasoning에서 

우수한 성능을 보임



CoT advantage



CoT advantages

1. 연산 자원 할당 - 복잡한 문제를 여러 단계로 쪼개어, 모델이 더 많은 연산을 
수행할 수 있게 함

2. 해석 가능성  - 모델이 왜 그 답을 냈는지 Window를 통해 들여다볼 수 있어, 
어디서 논리가 틀렸는지 디버깅이 가능

3. 범용성  - 수학뿐만 아니라 상식, 기호 조작 등 인간이 언어로 풀 수 있는 모든 
영역에 적용 가능

4. 간편함  - 별도의 미세 조정(Fine-tuning) 없이, 기존의 거대 모델(Off-the-shelf)
에 프롬프트 예시만 몇 개 추가하면 바로 작동



Limitations



Hallucination

사고 과정(Reasoning steps) 자체는 논리적으로 보이나, 중간에 잘못된 사실을 
기반으로 추론을 이어가는 경우 최종 답이 틀릴 뿐만 아니라 사용자를 더 
강하게 속일 수 있음

Hallucination!



Cost problem

중간 과정을 모두 생성해야 하므로 출력 토큰 수가 급증

→ API 비용 증가와 응답 속도 저하로 직결



Advanced CoT Methods



Self-Consistency
단순히 한 번의 CoT가 아니라, 여러 번의 사고 경로를 생성한 뒤 다수결(Majority 
Voting)로 답을 정하는 방식으로 추론의 노이즈를 제거하는 역할



Tree of Thoughts (ToT)
선형적인 사슬이 아니라, 여러 갈래의 선택지를 나무(Tree)처럼 뻗어나가며 
검토하고 막히면  되돌아가는 (Backtracking) 방식



Tree of Thoughts (ToT)



Least-to-Most Prompting

아주 복잡한 문제를 여러 개의 쉬운 하위 문제(Sub-problems)로 먼저 분해한 뒤 
하나씩 해결하는 기법



Least-to-Most Prompting

Zhou, D., Schärli, N., Hou, L., Wei, J., Scales, N., Wang, X., ... & Chi, E. (2022). Least-to-most prompting enables 
complex reasoning in large language models. 



ReAct (Reasoning + Action)

CoT를 외부 행동과  결합한 방식



ReAct (Reasoning + Action)



ReAct (Reasoning + Action)



Appendix



창발적  능력

CoT는 모든 모델에서 작동하지 X

약 1,000억 개(100B) 이상의  파라미터를 가진 거대 모델에서만 성능이 
비약적으로 상승하는 '임계점'이 존재함.

작은 모델에게 CoT를 시키면 오히려 횡설수설하며 성능이 떨어지는 '역효과'가 
나기도 함. → 추론은  거대 모델만의  특권



CoT applications in multiple situations



단순히 "말을 잘하게 하는 것"을 넘어, 
논리적  단계가  필요한  모든 지적 작업에 혁신적인 도구



1. 전문 영역에서의  의사결정  지원 (High-Stakes 
Reasoning)
실수가 치명적인 전문분야에서의 사용

- 의료 진단 보조
- 법률 조언 및 판례 분석



법률 및 정책 분석 프롬프트  예시



의료 진단 및 가설 생성



2. 복잡한  프로그래밍  및 알고리즘  설계

- 코드 디버깅
- 시스템 아키텍쳐 설계



알고리즘  최적화  및 복잡도  분석 프롬프트  예시



3. 개인화된  교육 및 튜터링  (EdTech)

CoT는 교육 분야에서 '정답 제조기'가 아닌 '선생님' 역할을 수행

- 단계별  학습 가이드: 학생이 수학 문제를 틀렸을 때, 답만 알려주는 것이 
아니라 AI가 CoT를 활용해 "1단계: 이 공식이 필요해", "2단계: 이 숫자를 
대입해봐" 식으로 풀이 과정을 유도

- 오개념  교정: 학생의 잘못된 풀이 과정을 입력하면, AI가 그 사고 경로를 
분석하여 어느 지점에서 논리가 꼬였는지 정확히 짚어줌



교육적  튜터링  - 소크라테스식  대화의  프롬프트  예시

정답을 바로 주지 않고 학습자의 사고를 유도하는 방식



4. 데이터  분석 및 비즈니스  전략

숫자 뒤에 숨겨진 의미를 해석하는 데 유용합니다.

● 비정형  데이터의  구조화: 수많은 고객 리뷰를 분석할 때, 단순히 
'긍정/부정'으로 나누는 게 아니라 "고객이 언급한 단점 → 그 이유 → 개선 
방향"의 흐름으로 전략적인 보고서를 작성

● 시나리오  플래닝: "유가가 10% 상승했을 때 우리 회사의 물류비에 미칠 
영향을 단계별로 추론해줘"와 같은 복잡한 예측 작업에 활용



비즈니스  전략 및 시나리오  플래닝  프롬프트  예시



CoT applications in LLM



Internalized Reasoning

추론 전용 모델(chatGPT의 o1 모델 등)들은 내부적으로 매우 긴 CoT 과정을 
거침 

작동 방식: 사용자가 질문을 던지면, 모델은 답변을 내놓기 전에 수초에서 수십 
초간 내부적으로 수만 개의 추론 경로를 탐색하고, 이를 '생각 중
(Thinking...)'이라는 상태로 표시

토큰 낭비, hallucination 가능성 , 보안 때문에 CoT를 생성하지 않기도 함.



Self-Correction & Verification
AI가 자신이  낸 답이 맞는지  스스로  검토할  때 CoT를 사용

Step-by-Step Verification: 긴 코드를 짠 후, AI는 내부적으로 "1행부터 
논리적으로 문제가 없는지" CoT 방식으로 한 줄씩 검토. 만약 중간에 모순을 
발견하면 스스로 사고 경로를 수정하여 최종 답을 수정.

Self-Consistency: 동일한 문제에 대해 여러 개의 사고 사슬을 생성한 뒤, 가장 
일관된 결론을 선택하여 답변의 신뢰도를 높임.



Today’s CoT usability

Tool-augmented CoT : LLM이 CoT로 
reasoning을 하고 필요하면 외부 도구를  
호출

Prompt →  Reasoning generation(CoT) 
→ Multiple reasoning → Consistency 
check → Tool usage → Answer



CoT application summary
결국 CoT의 응용은 '결과'보다 '과정'이 중요한  모든 분야에 해당

AI가 정답만 맞히는 계산기를 넘어, 인간과 논리적으로 대화하며 문제를 
해결하는 '파트너'가 되는 과정



여러분의 LLM이 멍청하다고 느껴진다면 화만 
내지 말고 LLM에게 푸는 방법을 제시해 보는것은 

어떤가요?



Q&A



E.O.D


