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1. Introduction 

“지식을 이해하는 데 감각 경험은 필수일까?”

지식을 얻기 위해서는 감각 
경험과  경험적  관찰이 

중요



1. Introduction

현재 멀티모달 모델 연구에서 제기되는 두 가지 핵심 문제

󰍹 텍스트 의존적 구조

   → 이미지를 제대로 보지 않아도 그럴듯한 답 생성 (Shortcut 현상)

󰍽 기존 벤치마크의 한계

   → 시각적 이해(visual grounding)를 제대로 평가하지 못함



1. Introduction



2.  Multimodal LLMs: Preliminaries and Related Work

- 대규모 언어 모델(LLM)
- 시각 인코더(Visual Encoder)
- 멀티모달 커넥터(Multimodal Connector)
- 데이터 수집 및 정제 파이프라인(Data Curation Pipeline)
- Instruction Tuning 전략
- 평가 및 벤치마킹 프로토콜(Evaluation & Benchmarking)



2.  Multimodal LLMs: Preliminaries and Related Work

Types of Visual Encoders in MLLMs



3. Evaluating Visual Representations through MLLMs

질문: 
"이 이미지 속 동물은 어디에 있을까?"

정답: 소파 위

CLIP 기반 MLLM 결과: 
"고양이는 소파에 있는 경우가 많아요."

→ 이미지 근거 X, prior 기반 정답



3.1 벤치마크 분석 (Analyzing the Benchmarks)

💡대부분의 벤치마크는 실제 시각 능력을 평가하지 못하며,
그나마 중요한 벤치마크도 샘플 수가 매우 적다.



3.2 새로운 평가 체계 – CV-Bench



3.2 새로운 평가 체계 – CV-Bench

💡 기존 비전 벤치마크들은  VQA형태로 재구성하면
실제 시각 이해 능력을 평가하는 데 효과적으로 활용될 수 있다.



3.3 Instruction Tuning 전략 비교



3.3 Instruction Tuning 전략 비교

💡 2단계 튜닝이 가장 좋고, 데이터가 많을수록 성능이 향상된다.

💡  Vision encoder를 unfrozen 상태로 학습시키는 것이 특히 효과적이다.
→ SSL 기반 모델(DINO2)은 효과가 극대화됨.



3.3 Instruction Tuning 전략 비교



3.5 다중 비전 모델 조합 (Model Ensembling)



3.4. MLLMs as a Visual Representation Evaluator

💡 고해상도 인코더는 chart·vision-centric 벤치마크에서  성능을 큰 폭으로 
향상시킨다.  그리고 ConvNet 기반 아키텍처는 이러한 벤치마크에 특히 적합하다.



3.4. MLLMs as a Visual Representation Evaluator

💡 언어 기반 감독은 분명한 이점을 제공하지만,  충분한 데이터와 적절한 
fine-tuning이 이루어진다면  SSL 기반 모델이 그 격차를 좁힐 수 있다.



3.4. MLLMs as a Visual Representation Evaluator



3.5. 여러 비전 인코더 결합

💡 Self-supervised 모델을 포함한 여러 비전 인코더를 결합하면, 
다양한 벤치마크에서  MLLM 성능을 향상시킬 수 있으며 
특히 vision-centric 과제에서 그 효과가 두드러진다.



 4. Spatial Vision Aggregator : A New Connector Design

✔ 서로 다른 비전 인코더는 서로 다른 강점을 가진다.

✔ 여러 인코더를 결합하면 성능이 꾸준히 향상되며,

   특히 vision-centric task에서 효과가 뚜렷하다.

✔ 단순 결합 방식에는 한계가 있어, 더 정교한 fusion 전략이 필요하다.



 4. Spatial Vision Aggregator : A New Connector Design
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 4. Spatial Vision Aggregator : A New Connector Design



 4. Spatial Vision Aggregator : A New Connector Design

💡 공간적 inductive bias와 LLM–시각 피처 간의 깊은 상호작용(multi-layer 
aggregation)은  시각 정보를 더 잘 통합하고 압축하는 데 큰 도움이 된다.



5. Instruction Tuning Data for Training MLLMs



5.1 Data Collection

① 기존  데이터  재활용

● 기존 공개 VQA / OCR / Vision dataset 활용
 (예: PathVQA, DocVQA, GQA, TextVQA 등)
 → 초기  학습용  baseline 확보

 ② 자동  생성  기반  데이터  확장  (Internal Pipeline)

● GPT-4 기반 데이터 생성 엔진 구축

● 프로세스 :
 → (주제  선택  → Wikipedia 검색  → 이미지  매칭  → Q/A 자동  생성 )

● 결과:
 → 과학 ·지식  기반  시각  질문  161K 생성
 →  기존 대비 +400% 확장  효과



 5.2 Data Curation - Data balancing



 5.2 Data Curation - Data Balancing



 5.2 Data Curation - Data Ratio



 5.2 Data Curation - Cambrian-7M



5.3 "Answer Machine Phenomenon" 및 해결



6. State of the Art Performance



6. State of the Art Performance



6. State of the Art Performance



7. Discussion
📌 What We Observed

● 기존 벤치마크는  점수는  높지만  실제 시각 이해는  잘 측정하지  못함

● 언어 기반 모델 vs Self-supervised 모델 간 성능 차이 존재

● 단순한  정답 모델은  “Answer Machine”으로 남을 위험

📌 Key Takeaways

● 다양한  인코더  조합 + 적절한  데이터  구성 → 격차 해소

● Cambrian-1은 일부 상용 모델 수준까지  도달

● 벤치마크  점수가  전부는  아니다  — 사용  경험과  reasoning이 중요

📌 Future Directions

● Higher resolution handling (Any-Resolution)

● RLHF 기반 alignment



8. Appendix



8. Appendix
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Transfusion
Gemini의 기반이 되는 멀티모달

(텍스트+이미지) 생성 모델



멀티모달  생성 모델의  어려움

•언어 데이터 – 이산적
ex) 사과와 바나나의 평균을 구할 수 없음

�  언어모델(LM)은 다음에 올 단어를 
맞추는 Binary Classification 문제를 
해결
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•이미지 데이터 – 연속적
ex) 연속적인 RGB값으로 이루어져있음

�  이미지 모델(Diffusion)은 노이즈가 낀 
신호를 조금씩 수정해가는 문제를 
해결



기존 멀티모달  생성 모델이  이 문제를  해결한  방법 (비효과적 )

1. Stitching/Gluing(따로따로 해서 합치기)
• Flamingo, LLaVA 등에서 이 방법 사용
• 이미 학습된 LLM에 이미지 인코더나 디퓨전 모델을 얇은 신경망으로 연결
�  두 모델은 서로의 언어를 완벽히 이해하지 못해서 비효율적이고 불완전한 학습이 진행됨

3. Quantization(억지로 맞추기)
• Chameleon에서 이 방법을 사용
• 이미지를 작은 조각으로 나누고, 미리 만들어둔 단어장에서 조각과 가장 비슷한 단어 번호를 
매핑

�  미묘한 색감, 질감 등 세밀한 정보는 사라지고, 모델이 텍스트와 이미지 토큰 사이에서 혼란을 
겪어서 텍스트 처리 성능까지 떨어지는 현상 발생

• 그래도 Transfusion 전까지 SOTA였던 방법론
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Transfusion이 이 문제를  해결한  방법

•이미지를 억지로 이산적으로 변환하지 않고, 모델도 단일 모델을 사용함
• Transformer 단일 백본 – 텍스트와 이미지 모두를 처리
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Transfusion이 이 문제를  해결한  방법

•텍스트 – Casual Attention (이전 토큰만 참조)
•이미지 – Bidirectional Attention (모든 토큰, 패치를 참조)
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Transfusion의 Modality-Specific Layers - 텍스트  

•텍스트는 기존의 LM과 동일하게 처리
•토크나이저를 통해 각 단어를 토큰화하고, 각 토큰을 특정 정수로 변환
• Ex)

43

Reinforcement

Re inforce ment

Id: 398 Id: 4019 Id: 211 

Id에 해당되는 벡터: [0.3, -0.1, …]

Transformer에 들어감



Transfusion의 Modality-Specific Layers - 이미지  

• VAE(Variational Autoencoder)를 통한 이미지의 압축 (ex: 256X256 -> 32X32)
• Patch화 (ex: 32X32 -> 2X2 256개)
•인코딩 /디코딩  - 2가지 방법 비교

• Linear Layer (단순 선형 변환)
• U-Net Block (핵심 기술!)

• U-Net Down
• Convolutions을 통한 Downsampling
• ex: 32X32 -> 4X4

• U-Net UP
• Convolution을 통한 Upsampling
• ex: 1X16 -> 4X4 -> 32X32
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이미지 압축 -> 인코딩 -> Patch화 -> Transformer -> 
디코딩



Transfusion의 손실함수

• Language Model의 손실함수: Cross Entropy Loss

• Diffusion Model의 손실함수: Mean Square Loss
  -> 노이즈를 섞음

�  모델의 손실함수는 하이퍼파라미터 λ를 통해서 다음과 같이 정의 
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SOTA(Chameleon 모델)과 비교

•빨강색: Transfusion, 파랑색: Chameleon

1&2 - Perplexity(텍스트 이해, 낮을 수록 좋음)
3 - Eval Suite Accuracy(텍스트 지능, 높을 수록 좋음)
4 - CIDEr(이미지 이해, 높을 수록 좋음)
5 - FID(가짜 티가 얼마나 나는가, 낮을 수록 좋음)
6 - CLIP Score(텍스트와 이미지의 일치도, 높을 수록 
좋음)
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Gemini 3 Pro
Cambrian-1 + Transfusion + “α”



다른 모델들에  대한 Gemini만의 차별점

• Native Multimodal: 다른 모델들은 Language Model을 기반으로 이미지도 인식할 
수 있게 하는 식이지만, Gemini는 텍스트, 이미지, 오디오를 동시에 학습시킴

• Long Context Window: Gemini 1.5 pro 부터 100만(1M) 토큰이라는 파격적인 
용량을 선보임

• Search Grounding: Gemini 1.5부터 구글 검색엔진을 통해 생성 정보에 대한 
팩트체크를 진행함

• Agentic Capabilities: 사용자의 의도와 맥락을 깊이있게 파악하는 눈치를 갖춤. 
Planning, Vibe Coding 등 가능 
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Gemini 3 pro의 핵심 원리

• Dynamic MoE(Mixture of Experts) 고도화 : 수학문제, 글쓰기, 코딩 등 다양한 
문제에 대해 분야별 전문가를 설정해놔서 문제에 따라 몇 가지 부분 뉴런만 
사용하는 매커니즘 고도화

• Deep Think 기능: CoT(Chain of Thought)을 통해 답변을 심층 시뮬레이션
• Vibe Coding 강화: 추상적인 사용자의 요구에 대해 의도를 파악하고, 코드를 
적절히 작성한 후, 코드를 직접 실행해보고 에러가 나면 스스로 고치는 기능 강화
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NanoBanana Pro



다른 모델들에  대한 NanoBanana Pro만의 차별점

•실시간  Google Search: 학습 데이터셋에 의존하는 다른 모델들과 다르게 
실시간으로 구글 검색을 거쳐서 이미지를 생성

•텍스트  처리 기능: Text & Layout Rendering Engine을 통해 텍스트를 별도로 
처리해서 오타가 거의 나지 않고, 다양한 폰트/스타일을 지원

•추론 능력: 복잡한 논리/공간 추론 가능
•생성 프로세스 : 그냥 생성하는(Black Box) 다른 모델들과 다르게 생각과 계획을 
거치고 이미지를 생성

�  이미지의 질이 훨씬 좋아졌을 뿐만 아니라 마케팅 포스터, 인포그래픽, UI 디자인 
등에도 폭넓게 사용할 수 있게 됨
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실시간  Google Search & 텍스트  처리 기능 예시
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추론 능력 & 생성 프로세스  예시

• 음료 변형 살펴보기
• 하나는 초콜릿 스무디, 다른 하나는 딸기, 
그다음은 망고, 마지막으로 블루베리입니다. 
휘핑크림은 그대로 두고 과일 토핑을 
추가하여 각 음료가 시각적으로 더욱 
독특하게 보이도록 작업하고 있습니다.

• 음료 재료 조정
• 각 음료에 고유한 색상과 질감을 부여하고 
있습니다. 기존 휘핑크림을 사용하되 초콜릿 
칩, 딸기 시럽, 망고 조각, 블루베리 등 다른 
토핑을 추가할 계획입니다. 트레이, 용기, 
빨대, 배경은 그대로 유지됩니다.

• 음료 변형 분석
• 초콜릿, 딸기, 망고, 블루베리 스무디 등 각 
음료가 색상, 질감, 토핑 측면에서 시각적으로 
차별화되도록 하고 있습니다.

• 표현 정확도  평가
• 초콜릿, 딸기, 망고, 블루베리 스무디 등 각 
음료가 이제 고유하게 표현된다는 것을 
확인했습니다. 눈에 띄는 개선입니다. 저는 
차별화를 더욱 강화하기 위해 작은 질감 
디테일을 다듬는 데 집중하고 있습니다.
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출력

입력

추론



경쟁 AI 모델들과  비교
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DeepSeek

ChatGPT

Claude – Sonnet 4.5

Geｍini - NanoBanana

VS


