
visual perception
10.01 이현수최주연



Image Classification 

머핀? 강아지?
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CNN
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CNN
- 귀납적편향이강함

- 지역성, 평행이동불변성같은특성이아키텍처에내장돼있음
- 작은데이터셋에서는장점이지만, 대규모데이터셋에서는오히려모델이

학습가능한표현의다양성을제한하여유연성부족

- 전역적관계학습이어려움
- 주로지역적패턴을학습함
- 이미지전체의장거리의존성을직접적으로모델링하기어려움

- 특화된설계와연산필요
- 컨볼루션, 풀링같은연산은이미지특화연산이라범용적이지않음
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Transformer

- Self Attention을통해입력전체를동시에보고
- 전역적인관계를잘학습할수있음
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Vision Transformer
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Vision Transformer
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Vision Transformer
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Self Supervision
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Vision Transformer
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Inspecting Vision Transformer 

Patch Embedding

Position Embedding
Self-Attention 시각화
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Vision Transformer
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Vision Transformer
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Vision Transformer

14



Vision Transformer
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Vision Transformer - setting

- Dataset
- ImageNet (1.3M)
- ImageNet-21k (14M)
- JFT-300M (300M, Google 내부데이터셋)
- 다운스트림전이학습: CIFAR, VTAB, Pets, Flowerst

- Model
- Base, Large, Huge
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Vision Transformer - setting

- Model Variants
- ViT-B, ViT-L, ViT-H → BERT 모델크기구분방식차용
- 입력패치크기: 예) ViT-L/16 = Large 모델, 패치크기 16×16
- 패치크기가작아질수록입력시퀀스길이가길어져연산량 ↑
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Vision Transformer - setting

- Training & Fine-tuning
- Optimizer: Adam (사전학습), SGD (파인튜닝)
- Batch size: 4096 (pre-training), 512 (fine-tuning)
- Weight decay: 0.1, learning rate warm-up/decay 사용
- Fine-tuning: 더높은해상도(예: 224→384)로수행

- Metrics
- Downstream task 성능 → fine-tuning 정확도기준
- Few-shot accuracy도함께보고, on-the-fly 평가에활용
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Vision Transformer - experiment
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Vision Transformer - experiment
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Self-Supervision
ViT-B/16 모델이 ImageNet에서 79.9% 정확도
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Appendix A. Multihead Self-Attention
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DINOv3 🦖🦖🦖
20230062 이현수



What is DINOv3?

: self-supervised learning for vision at unprecedented scale
: A high-performance vision backbone that is universally 
applicable to large-scale image data.
https://www.youtube.com/watch?v=-eOYWK6m3i8

1. Scaling both dataset and model size by careful data 
preparation, design,, and optimization

2. Gram anchoring
3. Post-hoc strategies

https://www.youtube.com/watch?v=-eOYWK6m3i8
https://www.youtube.com/watch?v=-eOYWK6m3i8
https://www.youtube.com/watch?v=-eOYWK6m3i8


background
• Knowledge destillation
: teacher model의 knowledge를 student model에 전달하는 기술
7B parameter model                                     ViT-S, ViT-B

🦖 student-teacher network
: 딥러닝 모델에서 지식을 전달하는데 사용하는 방법
🦕 teacher network 
- training 과정에서 weigh가 고정되거나, student network의 weight의
EMA(Exponential Moving Average)로 업데이트
- Student network보다 안정적
🦕 student network
- Training 중 weight update



background

• feature map
: 이미지에 있는 시각적 pattern을 탐지하기 위해 kernel을 적용해서
만들어지는 2차원 배열

🦖 dense feature map
: 특정 부분의 patter을 탐지



background

• downstream task
: pre-training을 통해 얻은 foundation model을 특정 목적에 맞게 활용
하는 최종 작업



background

• model scaling
: model의 capacity(e.g. # of parameters), training data 양, 
computing 자원 등을 증가
e.g. DINOv2 1M 



SSL(Self-Supervised Learning)

outstanding!



SSL의 기존 문제점

: scaling에서 어려움을 겪음.
1. Unlabeled data에서 useful data를 collect하는 것이 불분명함
2. Dense feature map이 점진적으로 저하되며 patch 간 코사인

유사도 맵이 노이즈가 많아지고, 부정확해짐
3. Feature performace가 학습을 거듭할 수록 감소함

Advanced SSL 
training at scale



Object of DINOv3

1. Strong & versatile foundational models
2. Superior feature maps through Gram Anchoring
3. The DINOv3 family of models



Strong & versatile foundational models

🦖
GOAL

-training data와 model을 scaling하여 high level of versatility를 얻
는 것

-이를 통해 
1. weight가 frozen된 상태에서 좋은 performance를 내기
2. 다양한 scientific application에 적용하기
를 기대할 수 있음.
- 즉, 별도의 tuning 없이 성능을 높이고, scientific application을
하겠다는 것



Strong & versatile foundational models

natural image

scientific image



Strong & versatile foundational models

🦕 스포하기 …
-세계자원연구소: 위성 이미지로 산림 훼손과 토지 이용 변화를 감지
-NASA JPL: 화성 탐사
- ORAKl Oncology: 장기 유사체 이미지로 pre training 시켜, 암
치료에 대한 암환자의 반응 예측



Superior Feature Maps Through Gram 
Anchoring
-dense feature map의 significant improvement 
-High-level semantic task에서 performance를 높이는 것이 목표
-dense representation + global representation 방식이 방대한 양의 
이미지 데이터를 train할 때는 optimize하기 어려움

(high-level understanding이 dense feature map의 quality와
conflict)



Superior Feature Maps Through Gram 
Anchoring

4096 x 4096

patch와 image의 
다른 부분의 
cosine similarity
계산

🦕 스포하기 …



-Dense feature map의 degradation을 해결함으로써 scaling에 대한 
제약이 줄어듦 → SSL을 이용한 더 큰 model의 improvement

-ViT + ConvNeXt-based architectures

Family?

The DINOv3 Family of Models



The DINOv3 Family of Models
🦕 스포하기 …

성능 최고!



Training at scale without supervision

• Data preparation
• Large-scale training with self-supervision

• Intend similar paradigm shift for computer vision

Inspired by 
LLM



Data Preparation

• Data scaling – 양적 확장 + data 선별
• Training data의 size만을 키우는 것은 model의 performance를
향상시키는 데 도움이 안 됨 → careful data curation pipline!
• DINOv3를 위해 2개의 complementary approach를 선택



Data Preparation – collection & curation

• Automatic curation method: hierarchical k-means
• Retrieval-based curation system
→ 모두 선행 연구 기법/ platform level에서 어느정도 검증

+) ImageNet과 같이 available computer vision data 사용



Data Preparation – sampling

• 앞서 수집한 data 중 어떤 것을 골라 model에 학습시킬지 결정
1. Homogeneous batches: 하나의 dataset에서만 sample을 가져와

batch를 구성
2. Heterogeneous batches: 여러 dataset에서 sample을 가져와

batch를 구성

cf) batch: 전체 training data set을 여러 개의 작은 그룹으로 나눈 것
(for multi gpu)



Data Preparation – ablation

• Ablation?
: model의 다양한 data 조합이 성능에 미치는 영향을 평가하기 위해, 
특정 component를 체계적으로 제거하고 실험하는 과정(like 변인통제)

better performance than raw data



Large-scale training with self-
supervision
• Model의 크기 자체를 키우는 것이 performance를 높이는 데 도움
• 훈련 pipeline 개선

1. Learning objective
2. Updated model architecture
3. optimization



Large-scale training with self-
supervision – learning objective

이미지 수준 목표

패치 수준 목표

특징이 공간에 균
일하게 퍼지게끔



Large-scale training with self-supervision 
– updated model architecture



Large-scale training with self-
supervision – optimization
• right optimization horizon을 추측하는 것은 매우 어렵
← model capacity와 training data complexity는 사전에 평가하기 어
렵기 때문
• 이를 극복하기 위해 parameter scheduling을 빼고

constant한 (1) learning rate, (2) weight decay, (3) 
teacher EMA momentum으로 training



Large-scale training with self-
supervision – optimization
• 장점
1. Downstream performance가 좋아질 때까지 training할 수 있음
2. # of optimization hyperparameter↓- 고르기 더 쉬워짐

constant한 (1) learning rate, (2) weight decay, (3) 
teacher EMA momentum으로 training



Large-scale training with self-
supervision – optimization
• AdamW
• total batch size = 4096 & 256 GPU
• Multi-crop strategy
: model이 다양한 크기와 해상도의 이미지로부터 특징을 학습할 수 있게
하는 data augmentation 기술
: teacher – 대형 crop, student – 대형/소형 crop
: 성능, 유연성 ↑



Gram Anchoring: A regularization for 
dense features
• Loss of patch-level consistency over training
• Gram anchoring objective
• Leveraging higher-resolution featuressx



Gram Anchoring- Loss of Patch-Level 
Consistency Over Training
• 기존 문제 – training을 거듭할 수록 dense task에 대한 성능이 떨어짐

• patch level data inconsistency 때문

dense
global

segmentation
classification



Gram Anchoring- Loss of Patch-Level 
Consistency Over Training



Gram Anchoring- Gram Anchoring 
Objective
→ global DINO loss + local iBOT loss를 결합해서 사용했지만, 학습이
반복될 수록 글로벌 표현이 우세

• 새로운 goal
: global performanc는 유지하면서 patch feature들을 regularize하고 
patch-level consistency를 보장



Gram Anchoring- Gram Anchoring 
Objective
• patch-level consistency를 보장할 수 있는 loss 도입
• 이 loss는 Gram Matrix 위에서 동작
• Student의 gram matrix를 Gram teacher의 초기 모델에 집어넣는
것이 목표
• 여기서 early iteration의 teacher model – superior dense 
properties



Gram Anchoring- Gram Anchoring 
Objective

𝑿𝒔 = 𝑳𝟐	𝒏𝒐𝒓𝒎𝒂𝒍𝒊𝒛𝒆𝒅	𝒍𝒐𝒄𝒂𝒍	𝒇𝒆𝒂𝒕𝒖𝒓𝒆𝒔	𝒐𝒇	𝒕𝒉𝒆	𝒔𝒕𝒖𝒅𝒆𝒏𝒕
𝑿𝑮 = 𝑳𝟐	𝒏𝒐𝒓𝒎𝒂𝒍𝒊𝒛𝒆𝒅	𝒍𝒐𝒄𝒂𝒍	𝒇𝒆𝒂𝒕𝒖𝒓𝒆𝒔	𝒐𝒇	𝒕𝒉𝒆	𝑮𝒓𝒂𝒎	𝒕𝒆𝒂𝒄𝒉𝒆𝒓

- Global crop에서만 계산
- 학습의 효율성을 위해 1M iteration 이후에 이

loss를 적용하는데, 늦게 적용하더라도 손실된
dense feature들이 회복 가능

step1



Gram Anchoring- Gram Anchoring 
Objective

refinement stepstep2

- 성능을 보다 향상시키기 위해, 1M iteration(Gram 
teacher와 EMA teacher가 동일해지는 타이밍) 마다
Gram teacher update



Gram Anchoring- Gram Anchoring 
Objective

Hmm..

- Gram Loss와 iBOT Loss는 유사한 방식으로 feature에 
영향을 미치지만, Gram Loss와 DINO Loss는 그렇지 않음



Gram Anchoring- Gram Anchoring 
Objective

성능 ↑↑↑



Gram Anchoring- Leveraging Higher-
Resolution Features
• Gram teacher: Gram anchoring에서 사용되는 초기 단계 model
• 이전에 학습된 model의 Gram matrix를 사용하여 현재 학습 중인 
model의 Gram matrix를 교정

1. feature들의 가중 평균은 outlier patch들을 smoothing하고
consistency를 더 향상시켜, 강력한 local 표현을 생성할 수 있음

2. 고해상도 이미지를 backbone에 입력하면 더 세밀한 feature map이
생성



Gram Anchoring- Leveraging Higher-
Resolution Features
• 앞선 1, 2번의 관찰을 기반으로 Gram teacher를 위한 high quality의
feature map을 생성

1. 기존 해상도의 2배인 image를 Gram teacher에게 입력
2. bicubic interpolation으로 2배 downsampling을 하여 student 

출력 크기에 맞는 부드러운 feature map을 얻음



Gram Anchoring- Leveraging Higher-
Resolution Features



Gram Anchoring- Leveraging Higher-
Resolution Features
result



Post Training – Resolution Scaling

• High resolution adaptation 단계의 필요성 
-지금까지의 model은 256 resolution으로 학습함
-하지만 실제 data는 이보다 resolution이 많이 높음
• 7B teacher를 Gram teacher로 사용하는 Gram Anchoring 추가



Post Training – Model Distillation

student model 훈련

<multi-student distillation procedure>

모든 gpu가 
teacher 
model의 
추론 실행

추론 결과 공유



Post Training – Aligning DINOv3 with 
Text
• Vision encoder 고정
• Contrastive loss를 사용하여 이미지를 캡션과 일치시키도록 학습



Result

• 한 줄 요약 – 성능이 잘 나온다!


